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Machine Learning

En el INE, todos los métodos aplicados corresponden a
Aprendizaje Supervisado.

Las técnicas que estamos aplicando son:

» Regresion: Ridge, Lasso y Elastic Net

» Arbol de decision, Bagging, Random Forest
» Gradient Boosting

» Redes neuronales



Indicadores Adelantados

El objetivo es predecir los valores de la variable medida por
cada indicador, antes de que finalice la recogida en campo, con
el fin de disponer de un indicador adelantado. Podemos
distinguir dos tipos de casos:

» Con informacion auxiliar externa: se construyen modelos
con predictores de la propia encuesta y de informacion
auxiliar (AEAT, Seguridad Social, etc).

» Ejemplos: ICLA e IASS
» Sin informacidn auxiliar externa: se construyen modelos

con predictores de la propia encuesta.
» Ejemplos: ICN



Resultados ICLA

Flash 110,65 154 109,63 116.54 118.08 0788 11578 19,52 12133
Publisned 11108 11581 106,25 10062 11681 11871 0823 115357 19,47 13255
% Error 038 LBEY pev DUE L2 LAE B =1.01%




Depuracion de variables cualitativas

EL objetivo es depurar la variable Clase Social (agrupacion de
la CNO) en la Encuesta de Salud de Espaifa mediante la
aplicacion de Random Forest (Clasificacion), dénde:

» La variable objetivo toma los valores 1 si esta
erroneamente clasificado y 0 en caso contrario.

» Los predictores utilizados son: edad, sexo, actividad
econdmica, ocupacion, etc.



Falta de respuesta

Este caso de uso se esté aplicando en el indice de Produccion
de la Construccion. Donde:

» Variable objetivo: cifra de negocios.

» Predictores: informacién de la propia encuesta e
informacién auxiliar de la AEAT.



Comparacion con métodos clasicos

¢Como se aplican en el INE?

Se predice el valor de una variable en funcion de infermacion auxiliar (regresores).
Es decir, utilizan patrones aprendidos en los datos para predecir valores
desconocidos o no observados.

JEMPI

Sit predice «f valor del indice para empresas que no han respandida,

putacion de la falta de resg ubilizanda informacién audliar disporible, como:
en el Indice de Produccion )
de la Construccion AEAT | | DIRCE |

El vator de estimador original, antes de borrar
missing aleatoriaments e, en millones de euros de 24054'04

El valor promedic del estimador, después da borrar
missing aleatoriamente ed, en millones de euros de 1 ?.055,53

El valor premedio del estimador, despueés de imputar los
wabores missing por la media. es decir si reponderamos 247 55.40
es, en millones de eures de

El valor promedic del estimador, despuds de mmputar los

walores missing per el valor predicho por ol modelo es, 24.366,06
en milones de euros de




CodIA

CodlA: https://www.ine.es/codia/inicio
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https://www.ine.es/codia/inicio

Modelos de ML y datos sintéticos de
entrenamiento
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Datos de entrenamiento

Descripcién de actividades econémicas
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Mapeo mediante reglas
de CNAE-2009 a CNAE-2025

Muchas muestras
guedan sin mapear
Pérdida de cobertura
y homegeneidad.

+

Datos sintéticos

Se generan actividades
econdmicas plausibles
para completar y mejorar
la cobertura.



Forma 1: Generacion de datos sintéticos
para la CNAE2025

:
Ejemplo

0321 Las actividades de acuicultura en depésitos &
‘embalses con agua salada
03.22 Acuicultura en agua dulce
9319 La explotacién de cotos de pesca deportiva
Esta clase comprende:
= lacria de peces en agua dulce, incluida la oria de peces faiz e
emamentales de agua dulee 0322 La cris de peces omamentales en agua dules

- el cultive de crusticeas, bivalvas, otros moluscos y otros

animales de agua dulce - 0322 El cultive de crusticeas
- la explotacidn de piscifactarias (de agua dulce)

~aoriaide ranas 0322 El cuttive de bivalves.
- cultivo de ranas en agua dulce (Febrero 2017) 0322 Elciltivis e e rolisens
Esta clase no comprende: 0322 El cultive de otros animales de agua dulee
i setnales de urmt T G e e 0322 La explotacidn de piscifactorias de agua dulce
agua salada (véase 03.21)
- la explotacion de cotos de pesca deportiva (véase 93.19) 0322 La crin de ranas
0322 Cultiva de ranas en agua dulce



Forma 2: Generacion de datos sintéticos

Prompt

LLM via API

| obtencion |

+ Plantilla de prompt + M' )
reglas de codificacion | ———P Modelo de lenguaje

preentrenado
de terceros

{texto, codigo}

20 pares por solicitud
» Notas explicativas

de codigo




Forma 2: Generacion de datos sintéticos
para la CNAE2025

Programa automatico Generado LLM
D322 Acuieultura en apua dulce = produccion de peces y otros organismos en agua dulce
o Las actividades de acuicultura en depdsitas o = cultivacion de peces y otros organsmes en agua dulce
balses salad,
el e s elaboracion de peces y otros organismos en agua dulce
%819 Laexp Ao da obon deiieta deporiiv * cultive de peces armamentales en estanques y lagos
0322 La cria de peces en agua dukce « ¢rianza de truchas y salmonides en rios y armoyos
0322 La cria de peces ornamentales en agua dulce = produccion de tilapia y carpa en granjas acuicolas
0322 Bl de mritttees = geiiiipa de peces para consumo humano en estanques y lagos
0322 El eultive de bivalvos = produccion de alevines y crias de peces para repoblacion
0322 il de dkise rioliess *  cultive de algas y plantas acuaticas para alimentacion animal
* crianza de crustac oluscos e chul
0322 El cultivo de otros animales de agua dulce SRR R X OLS08 T ARIAE
*  produccion de peces para acuarios y tiendas de mascotas
032z La explotacion de piscifactorias de agua dulce
= cultive de especies de agua dulce para restauracion de ecosistemas
0322 La cria de ranas
* crianza de peces para la produccion de caviar y productos gourmet
0322 Cultiva de ranas en agua dulce +  preduceion de peces para | industria farmaceutica y easmetica

*  cultive de especies de agua dulce para la investigacion clentifica



Evaluacion datos sintéticos en el caso de
la CNAE2025

Datos reales

Forma 2 +
Formal +
Datos reales

Datos de entrenamiento

Datos sintéticos generados

Tamafio

Acuracidad -
solicitudes por email

Acuracidad -
consultas en produccion

(aumentados con sindnimos) 2 s et
Datos reales 543K 0.41 0.57
Combinacién de ambes 3295K 0.53 0.71




Resultados CodIA

CodlA: nuevo codificador automatico del INE

BUSQUEDA
Faoricacion de muebles de madera CNAE2025 - Clasa (4 diyitos) v | Oodige CNAEZ008 {5 a5 conotido)
e 8 paslin 08 Ul NG
RESULTADOS. codia es un asistente a la codificacion v los de las bi son orientativos. )
Fabacaciin de -
musbles de madera 3100 Fabricacitn de muebles o e
_— Fabncacidn de oras estructuras de madera y piezas.
Fabicaciin o
muabies de madera. Th “mmmv W pain Wmm\ o °
s i 1625 Fabrcacién de gueras y ventanas do mader o (]

N e [



Codificar en CodIA

BUSQUEDA
Instalaciones da troncsato CuAE2025 N ——
Cnargy P aiF O 0 ATCIG,

RESULTADOS. codlA es un asistente a la codificacidn y los resultados de las biisq

4

Actividaces de cuidados de baliaza y oras.

adividades de tratamento de belleza
mstalacones de laciin de sisl ] ¥




Recodificar en CodIA

BUSQUEDA
Instalaciones da troncsato CuAE2025 N ——
Cnargy P aiF O 0 ATCIG,

RESULTADOS. codlA es un asistente a la codificacidn y los resultados de las biisq

4

Actvidaces de cuidados de ballaza y otras
adividades de tratamento de belleza

ey el adoy y 0




Recodificar en CodIA

BUSQUEDA

nstalacones de bronceado CNAERES v Clase (4 digilos) v 9602 m
= p A partir de un AChiva.
RESULTADOS. cCodiA es un asistente a la codificacion y los resultados de las bisquedas son ;)

inslslaciones de 62 Actvidades de cuidados de beleza y olras ° °
broncesdn atlividades de iratamienie de belleza




Precision del modelo

Number of codes Count

Strstagy | Recall | Pracision | Reconds that go
ted rmn LAl revs




Modelo con regresores cuantitativos y
cualitativos

- Las obtenemos del
— directorio central de empresas (DIRCE).

Variables cualitativas e Variables cuantitativas
iil | -

Provincia Sector Letra de Cifra de Numero de
institucional identificacion negocios trabajadores

4

En este caso no se introduce un literal,
se predice la clase a partir de variables cuantitativas y cualitativas.




Precision de los modelos

Pruebas durante el desarrollo del modelo

Hemos utilizado CodlABatch para

E recodificar un subconjunto del DIRCE Tamafio del Precision
proparcionado por EUSTAT de conjunto de pruebas (Accuracy)
CNAE-2009 a CNAE-2025.

Entrada: variables cuantitativas
y cualitativas del DIRCE + 36435 0.86
CNAE-2009.

EUSTAT proporciond su propia
w codificacién, por lo que ha sido

posible compararias.

/ 36435 unidades se han recodificado
con correspondencias 1:N
en 46 segundos.

Puntuacion F1
(F1-score)

0.65



Forma 1: generacidon de datos sintéticos
para la CNO2011

De la clasificacién oficial al conjunto de datos etiquetado

Transformames descripciones de ocupaciones en ejemplos de texto etiquetados
para entrenar modelos de clasificacion (BERT, FastText, etc.)

10N OFICIAL DE OCUPACIONES g CONJUNTO DE DATOS ETIQUETADO

Grupo principal 3121 =
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Limpieza de datos sintéticos CNO2011




Evaluacion datos sintéticos en el caso de
la CNO2011

Enfoque Datos de entrenamiento Tamafio Acuracidad - FastText  Acuracidad - BERT

Foriiad Ontologfas, Indice, habilidades 50k 0.0087 0.1546

ESCO, notas explicativas

[l R LY WV Ofertas de empleo extraidas

A dollawels 639k 0.2842 0.4800
Forma 1

@ fie L Combinacidn de ambos 689k 0.4089 0.4837
enlaweb
Forma 1

? R et LBl Todos los datos filtrados por 533K 0.4464 0.5661

en laweb modelos de limpieza

4 Mejorresuitado | 4 Mejor resultado
(modelos de limpieza)




Reduccion de muestra

En la Encuesta Estructural de Empresas:

» Aprovechar la informacién del marco, tributaria, y de la
Seguridad Social para entrenar modelos predictores de las
variables objetivo de la encuesta.

» El modelado ha de hacerse para cada variable objetivo de
la encuesta, lo que supone unas 100 variables.

» Para estimar los agregados, simplemente sumamos las
predicciones del modelo para la poblacién fuera de
muestra. Para unidades muestrales, utilizamos el dato
recogido en vez de la prediccion.

» Si los modelos tienen precision suficiente, permitirdn
reducir el tamaino de la muestra.



Medida de la incertidumbre

» Para medir la incertidumbre de los estimadores de
prediccion se usa el disefo.

» La inferencia predictiva basada en disefio proporciona
estimaciones insesgadas tanto del sesgo como del ECM.

» Corregir el sesgo también es posible, pero esto solo
conviene cuando es grande, de lo contrario no compensara
el aumento de la varianza.

Inferencia predictiva basada en disefio

» L.C. Zhang, L. Sanguiao-Sande, D. Lee, Design-based
predictive inference, Journal of Official Statistics, 41(1),
404-432 (2024)

» L. Sanguiao-Sande, L.C. Zhang, Design-Unbiased
Statistical Learning in Survey Sampling, Sankhya A 83,
714-744 (2021)

INE



Resultados preliminares

» V30100: Total inversiones materiales.
» V70703: Servicios exteriores, arrendamientos con duracion

de méas de un afno.

» V70710: Servicios exteriores, suministros.

R? a nivel individual (validacion cruzada)

target 2020 2021 2022 2023 2024
v30100 0.14 0.15 0.15 0.24 0.23
v70703 0.22 0.23 0.22 0.23 0.15
v70710 0.32 044 052 0.38 0.27




Resultados preliminares (continuacion)

Cociente varianza del estimador de prediccion entre varianza de

muestreo

target 2020

2021

2022

2023

2024

v30100 0.63
v70703 0.46
v70710 0.12

0.33
0.35
0.16

0.15
0.34
0.19

0.64
0.34
0.15

0.43
0.33
0.17

Sesgo estimado entre su desviacion tipica

target 2020

2021

2022

2023

2024

v30100 3.30
v70703 0.25
v70710 0.60

3.53
0.03
1.30

3.48
0.13
0.85

4.04
-0.13
0.15

1.77
-0.08
0.23




El nuevo papel de la muestra

En este esquema de produccion la muestra pasa a tener tres
usos principales:

» Mejora de la precisidn, al incluir el estrato exhaustivo.

» Reentrenamiento de los modelos, evitando el problema de
la deriva.

» Estimacién de la incertidumbre.

Ademas, hay que tener en cuenta que la informacién de
registros sobre auténomos es muy limitada, asi que ese grupo
tendra que estimarse por muestreo.



Imputacidn de series temporales

En FRONTUR, para la estimacién de los turistas que entran por
carretera, se utilizan (entre otros) datos de las espiras de
trafico, que proporcionan recuentos de vehiculos.

» De vez en cuando, por problemas técnicos, alguna espira
deja de enviar recuentos.

» Por lo tanto, hay que rellenar los huecos.

» Los recuentos que envian las espiras son de muy alta
frecuencia (15 minutos!, aunque se agrega a la hora), asi
que el volumen de datos parece apropiado para utilizar
redes neuronales.

» También se utiliza informacién de las camaras de tréafico.

Por eso, estamos probando un modelo de deep learning
(todavia no en produccién) para la imputacién, que funciona
mejor que otras estrategias de imputacion mas sencillas.

INE



Caracteristicas del modelo

» Combina dos modelos, uno transversal y otro longitudinal
(doble), que se usan para extraer features.

» El longitudinal se basa en retardos (adelantos) de la misma
espira a predecir.

» En la programacion original, el modelo longitudinal es tipo
LSTM. Disponer de una GPU nos ha permitido
recientemente hacer pruebas con transformers.

» El transversal usa datos contemporaneos de otras espiras y
se le pueden poner regresores (camaras). Funciona como
un autoencoder.

» Estos modelos se entrenan por separado y se congelan
para entrenar las capas que los combinan.



Esquema del modelo

Target
series,

Auxiliary
series,



Implementacion

» La version actualmente en pruebas utiliza keras y
tensorflow.

» Por problemas de compatibilidad de drivers, esta version no
funciona con nuestra GPU.

» Por eso se ha desarrollado una version experimental en
PyTorch.

» Consideramos importante la modularidad. En esta version
experimental los modelos longitudinal y transversal son
arbitrarios.



Librerias rml-utils y pyml-utils

Hay que tener en cuenta que la mayor parte de paquetes y
librerias de machine learning:

» Se usan de manera similar, pero ligeramente distinta.
» No estan pensadas para disenos muestrales, normalmente
se asume que la muestra es aleatoria simple.

Por eso, se ha desarrollado MLUtils:

» Se trata de dos librerias RMLUtils y pyMLUtils que
comparten arquitectura.
» Proporcionan una interfaz Unica y extensible para las
distintas librerias de machine learning disponibles tanto en
R como en Python, facilitando la estandarizacién.
» Permiten una facil integracion de librerias diferentes.
» Estan disefiadas desde el principio para su uso en
estadistica oficial. —_



Diagrama de clases
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Ejemplo: Muestreo




Ejemplo: Validacion cruzada

lidation MSE: ©



Proyecto AIML40S

Se participa en el Proyecto Europeo AIML4OS, particularmente
en los paquetes de trabajo:

» WPS5: Standards, methodological and implementation
frameworks. En particular en la parte de metodologia.

» WP9: Imputation focus. Se participa con ICN adelantado,
SBS-DIRCE, etc.

» WP10: Text classification. Se participa con CodIA.



Datos de contacto

maria.novas.filgueira@ine.es

luis.sanguiao.sande@ine.es
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